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El presente proyecto planea estudiar metodologias que permitan extraer informacion
de relevancia biomédica a partir de la integracion de datos heterogéneos. Asi,
utilizaremos el abordaje de redes convolucionales montadas sobre grafos (Graph
Convolutional Networks) para predecir nuevas posibles relaciones entre genes,
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conocidas y ya aprobadas? Utilizando redes de asociaciones gen-enfermedad, es

posible inferir nuevas asociaciones entre genes y enfermedades de base-hereditaria?
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Redes convolucionales en grafos con aplicacion al problema de reposicionamiento de
farmacos

INTRODUCCION

El interés de la industria bio-farmacéutica en enfoques computacionales para el desarrollo de nuevos
productos farmacolégicos estd motivada por los altisimos costos vinculados con llevar una nueva
droga al mercado [Scannell2012, Pushpakom2019]. La alternativa encarnada en el enfoque de
reposicionamiento de drogas contempla la identificacion in-silico de nuevos usos para drogas ya
aprobadas. Este abordaje supone enormes ventajas en términos de abaratamiento de costos,
reduccion de riesgos y aceleracion de tiempos de desarrollo [Parvathaneni2019]. Las estrategias
implementadas para este tipo de tareas involucran muchas veces técnicas de aprendizaje automatico,
difusion en redes y aprendizaje profundo para relacionar enfermedades, genes, fenotipos, drogas y
estructuras moleculares, a la hora de reposicionar farmacos [Park2019, Issa2021, Sadeghi2021].

Para atacar problematicas como la descripta arriba un abordaje basado en redes resulta
particularmente atractivo. Dicho enfoque ofrece una representacién natural de la intrincada red de
asociaciones de relevancia biolégica que pueden ser utilizadas para condensar informacién sobre
similaridad o relaciones establecidas entre pares de entidades relevantes. Por ejemplo: genes que
regulan a otros genes, proteinas que interactiian formando complejos proteicos, drogas de estructura
quimica similar, enfermedades que comparten sintomas, etc. Al mismo tiempo, las redes pueden
utilizarse para integrar conocimiento de diferentes dominios vinculando, mediante relaciones
especificas, a nodos de diferente naturaleza (por ejemplo: genes con enfermedades de base
hereditaria, proteinas con funciones biologicas o drogas con targets proteicos). Conocidos como
grafos-de-conocimiento (knowledge-graphs), se presentan de esta manera como herramientas muy
eficientes para integrar datos heterogéneos en una estructura formal que permita utilizar de manera
efectiva la informacion embebida para producir predicciones sobre nuevas asociaciones o nuevas
hipotesis bioldgicas testeables [Sadegh2021, FernandezTorras2022, Chandak2023] .

La estrategia de priorizacion que nos interesa considerar tiene que ver con una variante de
metodologias de aprendizaje automatico profundo, acopladas a grafos de conocimiento llamada
Graph Convolutional Networks (GCN). En efecto, en los Gltimos afos se han desarrollado métodos de
aprendizaje automatico que extienden el concepto de redes neuronales convolucionales a su
aplicacion en grafos [Kipf2016]. Estas técnicas lograron una performance comparable o superior al
estado del arte en tareas de aprendizaje semi-supervisado sobre redes complejas, lo que motivé el
desarrollo de multiples arquitecturas y modelos que se adaptan a bases de datos de gran escala
[Hamilton2017], son generalizables a redes heterogéneas [Wang2019, Schlichtkrull2018] y permiten
incorporar mecanismos atencionales [Velickovi¢2018]. Debido a su capacidad de capturar relaciones
complejas entre objetos de naturaleza heterogénea, existe un interés creciente en la aplicacién de
redes convolucionales a bases de datos biomédicas [Zitnik2018, Li2019]. Creemos que el uso de este
tipo de abordajes combina la capacidad descriptiva y el poder de las redes complejas para integrar
capas de conocimiento heterogéneo, con un potente motor de inferencia provisto por técnicas de
aprendizaje profundo, por lo que es nuestro interés avanzar dentro de este marco para implementar
las tareas de reposicionamiento y priorizacion planteadas.



METODOLOGIA

El trabajo consisitira en implementar una GCN en un grafo de conocimiento que relacione drogas y
moleculas pequenas con proteinas. Para ello

1. serealizard una breve inmersion bibliografica que incluird una rapida introduccion a los
conceptos biomédicos relevantes y a la teoria detras de las GCN

2. se construira primeramente un grafo de conocimineto con datos obtenidos de repositorios
publicos (Chembl, drugBank, PubChem) donde se vinculen compuestos quimicos con targets
proteicos a partir de bioactividades reportadas

3. A partir de una libraria desarrollada en el grupo (basada en pytorch) se implementara una GCN
para sugerir nuevos posibles targets terapeuticos a drogas ya conocidas.

RESULTADOS ESPERADOS
Al final del trabajo se pretende contar con una implementacion funcional de una GCN que permita
realizar las priorizaciones requeridas.
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